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Аннотация: Приближение тензоров в малопараметрическом формате — важная составляю-
щая при решении многих задач математического моделирования и анализа данных. Одним
из наиболее популярных форматов представлений тензоров является каноническое тензорное
разложение. На сегодняшний день большинство алгоритмов осуществляет приближение тензо-
ров в норме Фробениуса, в то время как для некоторых приложений могут быть полезны по-
элементные приближения. В данной статье предлагается метод переменных направлений для
получения малорангового приближения тензоров в каноническом формате в чебышевской нор-
ме. В результате экспериментального исследования в статье демонстрируется эффективность
предложенной процедуры.
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Abstract: The approximation of tensors in low-parametric format is an important component in
many mathematical modelling and data analysis tasks. One of the most popular low-parametric
representations for tensors is the canonical polyadic (CP) decomposition. Nowadays, most of the
algorithms for CP approximation aim to construct the approximation in Frobenius norm, however,
some applications require entrywise approximation. In this paper, we propose an alternating
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minimization method to obtain low-rank approximation of tensors in the canonical polyadic format
in the Chebyshev norm. Through an extensive evaluation, we demonstrate the effectiveness of the
proposed algorithm.
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1. Введение. Задачи обработки данных, представимых в тензорных форматах, встречаются повсе-
местно в современной науке. Примеры таких задач можно встретить в различных областях, например тео-
рии аппроксимации [1], механике сплошных сред [2], интегро-дифференциальных уравнениях [3], анализе
данных [4] и многих других областях. Число элементов, которое содержит 𝑑-мерный тензор 𝑇 ∈ R𝑛1×...×𝑛𝑑 ,
равно 𝑛1𝑛2 . . . 𝑛𝑑, что делает невозможным их явное хранение и вычисления с ними даже для неболь-
ших значений размерности 𝑑. Для решения этой проблемы обычно используются малопараметрические
представления тензоров. Наиболее популярными среди них являются каноническое тензорное разложение
(canonical polyadic decomposition, CP) [5, 6], разложение Таккера [7, 8] и разложение в формате тензорного
поезда (tensor-train decomposition, TT) [9].

Каноническое тензорное разложение определяется следующим образом. Пусть дан 𝑇 ∈ R𝑛1×...×𝑛𝑑 —
𝑑-мерный массив. Тогда каноническое тензорное разложение — это представление тензора 𝑇 в виде

𝑇 =

𝑟∑︁
𝑡=1

𝑢
(1)
𝑡 ⊗ . . .⊗ 𝑢

(𝑑)
𝑡 , (1)

где 𝑢(𝑗)𝑡 ∈ R𝑛𝑗 и ⊗ обозначает операцию тензорного произведения. Каждое слагаемое вида 𝑢(1) ⊗ . . .⊗𝑢(𝑑)

называется тензором ранга 1. Когда 𝑟 минимально в (1), это представление называется каноническим
тензорным разложением, а число 𝑟 называется каноническим рангом тензора 𝑇 .

Каноническое тензорное разложение, по сравнению с другими форматами, обычно требует мень-
шего числа параметров для достижения требуемой точности приближения [10] и естественным образом
возникает в различных приложениях, например при быстром умножении матриц [11], обработке сигна-
лов [12] и машинном обучении [13]. Задача построения канонического тензорного разложения является
NP-сложной [14], что делает исключительно трудной задачу построения аппроксимации тензоров в этом
формате. Обычно для построения приближений в каноническом формате используются итерационные
процедуры, например метод переменных наименьших квадратов (alternating least squares, ALS) [15].

На сегодняшний день большинство аппроксимационных алгоритмов приближают тензоры в норме
Фробениуса, однако в некоторых приложениях требуется поэлементное приближение, т.е. такое, что ошиб-
ка аппроксимации для каждого элемента ограничена и мала. Целью данной статьи является построение
алгоритма для нахождения малорангового приближения тензоров в чебышевской норме в каноническом
формате. А именно, пусть 𝑇 ∈ R𝑛1×...×𝑛𝑑 является тензором. Требуется решить задачу⃦⃦⃦⃦

⃦𝑇 −
𝑟∑︁

𝑡=1

𝑢
(1)
𝑡 ⊗ . . .⊗ 𝑢

(𝑑)
𝑡

⃦⃦⃦⃦
⃦
𝐶

→ min
𝑢
(1)
𝑡 ,...,𝑢

(𝑑)
𝑡

, (2)

где чебышевская норма тензора 𝑋 ∈ R𝑛1×...×𝑛𝑑 определяется как

‖𝑋‖𝐶 = max
𝑖1,...,𝑖𝑑

|𝑥𝑖1,...,𝑖𝑑 |.

Для решения задачи (2) в статье предлагается метод переменных направлений, который, подобно алго-
ритму ALS, фиксирует все факторы кроме одного и находит оптимальное значение незафиксированного
фактора, минимизирующее чебышевскую норму ошибки. Эффективность предложенной процедуры де-
монстрируется при помощи обширного экспериментального исследования. Для простоты изложения все
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результаты данной статьи приведены для трехмерных тензоров, хотя они могут быть естественным обра-
зом обобщены на 𝑑-мерный случай.

Оставшаяся часть статьи организована следующим образом. В разделе 2 приводится обзор недав-
них результатов о приближениях матриц и тензоров в норме Чебышева. В разделе 3 дается описание
основных результатов для задачи о наилучшем равномерном приближении для векторов и приводится
алгоритм решения этой задачи. В разделе 4 предлагается процедура метода переменных направлений и
анализируются базовые свойства предложенного алгоритма. В разделе 5 проводится обширное численное
исследование предложенной процедуры.

2. Обзор литературы. Аппроксимации в чебышевской норме обладают существенно иными свой-
ствами в сравнении с унитарно-инвариатными нормами (такими как спектральная норма или норма Фро-
бениуса). Хорошо известно, что точность малоранговой аппроксимации в унитарно-инвариантных нормах
связана со скоростью убывания сингулярных чисел. Однако можно доказать [16], что для любой матри-
цы 𝑋 ∈ R𝑚×𝑛, где 𝑚 ⩾ 𝑛, и любого 𝜀 > 0 существует матрица 𝑌 ∈ R𝑚×𝑛 ранга 𝑟, не превосходящего
𝑟 = ⌈72 log (2𝑛+ 1)/𝜀2⌉, такая, что ‖𝑋−𝑌 ‖𝐶 ⩽ 𝜀‖𝑋‖2. Таким образом, для любой последовательности мат-
риц с ограниченной спектральной нормой и возрастающими размерами ранг, требуемый для достижения
заданной точности в чебышевской норме, растет логарифмически с размером матриц.

Похожие результаты известны для приближений в формате тензорного поезда. В [17] доказывается,
что для любой последовательности 𝑑-мерных тензоров с растущими размерами и такими, что их TT-ядра
в точном разложении ограничены, TT-ранги, требуемые для достижения заданной точности приближе-
ния, растут логарифмически с размером тензоров. Стоит отметить, что упомянутые результаты являются
асимптотическими и могут оказаться бесполезными для матриц и тензоров небольшого размера. Кроме
того, нам неизвестно о каких-либо результатах, касающихся точности приближения тензоров в канониче-
ском формате в чебышевской норме.

Задача построения малоранговых приближений является достаточно трудной. Например, известно,
что уже задача построения оптимального приближения ранга 1 для матриц является NP-сложной [18]. На
сегодняшний день существуют два основных метода для решения этой задачи: метод переменных направ-
лений и метод переменных проекций. Первый метод впервые был опубликован в [19], где рассматривается
задача построения аппроксимации ранга 1 для матриц. Пусть 𝐴 ∈ R𝑚×𝑛. Задача построения приближения
ранга 1 в чебышевской норме ставится следующим образом:⃦⃦

𝐴− 𝑢𝑣𝑇
⃦⃦
𝐶
→ min

𝑢∈R𝑚,𝑣∈R𝑛
. (3)

Для решения (3) выбирается случайный вектор 𝑣(0) ∈ R𝑛 и попеременно решаются задачи

𝑢(𝑖+1) = argmin
𝑢∈R𝑚

⃦⃦⃦
𝐴− 𝑢(𝑣(𝑖))𝑇

⃦⃦⃦
𝐶
,

𝑣(𝑖+1) = argmin
𝑣∈R𝑛

⃦⃦⃦
𝐴− 𝑢(𝑖+1)𝑣𝑇

⃦⃦⃦
𝐶

при 𝑖 = 0, 1, 2, . . . . В [19] авторы исследуют свойства предельных точек метода переменных направле-
ний и показывают, что все предельные точки являются локальными минимумами функционала 𝑐(𝑢, 𝑣) =
‖𝐴− 𝑢𝑣𝑇 ‖𝐶 . В работе [20] метод переменных направлений обобщается на случай произвольного ранга, а
в [21] авторы продолжают исследование свойств метода переменных направлений и предлагают алгоритм,
способный гарантированно строить оптимальные приближения ранга 1 для матриц. В данной статье тео-
рия, изложенная в [19–21], расширяется на случай построения приближений тензоров в каноническом
формате в чебышевской норме.

Другая техника построения малоранговых чебышевских аппроксимаций называется методом пере-
менных проекций [17, 22, 23]. Идея метода состоит в попеременном проектировании на множество матриц
или тензоров малого ранга (например, при помощи SVD для матриц или TT-SVD для тензоров в TT-
формате) и на 𝜀–шар в чебышевской норме с центром в приближаемых матрице или тензоре. Таким
образом, метод “пытается” найти общую точку двух описанных множеств, если она существует. Величина
𝜀 может быть оценена при помощи бинарного поиска. Стоит отметить, что эта техника не гарантирует
оптимальность приближения и не находит оптимальные приближения на практике.
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3. О задаче наилучшего равномерного приближения для векторов. Для построения метода
переменных направлений нам понадобится алгоритм решения задачи

‖𝑉 𝑢− 𝑎‖∞ → min
𝑢∈R𝑟

, (4)

где 𝑉 ∈ R𝑛×𝑟 и 𝑎 ∈ R𝑛. В [20] был предложен обобщенный алгоритм Ремеза для решения задачи (4).
В данной статье мы приведем этот алгоритм для полноты изложения. Кроме того, важным компонентом
метода, предложенного в [20], является решение задачи (4) при 𝑛 = 𝑟 + 1, однако в [20] эта процеду-
ра не описана подробно, поэтому мы также приведем ее здесь. Для этого нам понадобятся некоторые
предварительные сведения.

3.1. Предварительные сведения. Доказательства приведенных ниже утверждений могут быть
найдены в [20], поэтому здесь мы приведем только необходимые определения и формулировки.

Пусть 𝑉 ∈ R𝑛×𝑟 является матрицей, где 𝑛 ⩾ 𝑟, и 𝑆 является упорядоченным множеством целых
чисел 1 ⩽ 𝑖1, 𝑖2, . . . , 𝑖𝑘 ⩽ 𝑛. Будем обозначать через 𝑉 (𝑆) подматрицу матрицы 𝑉 , содержащую строки
𝑖1, 𝑖2, . . . , 𝑖𝑘. Аналогично, если 𝑎 ∈ R𝑛, будем обозначать через 𝑎(𝑆) подвектор вектора 𝑎, содержащий
элементы 𝑖1, 𝑖2, . . . , 𝑖𝑘.

Ключевым понятием, связанным с решением задачи (4), являются чебышевские матрицы.
Определение 1. Матрица 𝑉 ∈ R𝑛×𝑟 при 𝑛 ⩾ 𝑟 называется чебышевской, если все ее 𝑟 × 𝑟 под-

матрицы невырождены.
Важность этого определения состоит в том, что только для таких матриц 𝑉 можно гарантировать

единственность и непрерывность решения задачи (4) для любой правой части 𝑎 (см. [20, Теорема 2, Тео-
рема 3]).

Теорема 1. Пусть 𝑉 ∈ R𝑛×𝑟 является чебышевской матрицей и 𝑎 ∈ R𝑛. Тогда решение задачи (4)
существует, единственно и непрерывно зависит от матрицы 𝑉 и правой части 𝑎.

Одно из важных свойств решения задачи (4) может быть сформулировано следующим образом.
Лемма 1. Пусть 𝑉 ∈ R𝑛×𝑟, где 𝑛 > 𝑟, является чебышевской, 𝑎 ∈ R𝑛 и �̂� ∈ R𝑟 являет-

ся решением (4). Пусть 𝑤 = 𝑎 − 𝑉 �̂�. Тогда существуют по крайней мере 𝑟 + 1 различных индексов
1 ⩽ 𝑖1 < . . . < 𝑖𝑟+1 ⩽ 𝑛 таких, что

|𝑤𝑖𝑗 | = ‖𝑤‖∞, 𝑗 = 1, . . . , 𝑟 + 1.

Доказательство. См. [20, Утверждение 2].
Одно из важных свойств задачи (4) связано с понятием характеристического множества. Пусть

𝐽 = (1, 2, . . . , 𝑛) и 𝐽 ′ ⊂ 𝐽 . Тогда обозначим

𝜇(𝐽 ′) = min
𝑢∈R𝑟

‖𝑎(𝐽 ′)− 𝑉 (𝐽 ′)𝑢‖∞ .

Определение 2. Множество 𝐽 ′ называется характеристическим, если 𝜇(𝐽) = 𝜇(𝐽 ′) и для любого
собственного подмножества 𝐽 ′′ ⊊ 𝐽 ′ выполнено 𝜇(𝐽 ′′) < 𝜇(𝐽).

Теорема 2. Пусть 𝑉 ∈ R𝑛×𝑟, где 𝑛 > 𝑟, и 𝑎 ∈ R𝑛 не принадлежит образу матрицы 𝑉 . Тогда
существует по крайней мере одно характеристическое множество, состоящее из не более чем 𝑟 + 1

элемента. Более того, если матрица 𝑉 чебышевская, то любое характеристическое множество состо-
ит по крайней мере из 𝑟 + 1 элемента.

Доказательство. См. [20, Теорема 6].
Следующая теорема дает удобный критерий того, что вектор является решением задачи (4).
Теорема 3. Пусть 𝑉 ∈ R𝑛×𝑟 и 𝑎 ∈ R𝑛. Пусть �̂� ∈ R𝑟 и обозначим 𝑤 = 𝑎− 𝑉 �̂� и

𝐸 = {𝑗 ∈ {1, 2, . . . , 𝑛} : |𝑤𝑗 | = ‖𝑤‖∞} .

Тогда �̂� является решением задачи (4) тогда и только тогда, когда существует ненулевой вектор 𝛿 ∈
R|𝐸| с неотрицательными компонентами такой, что

𝑉 (𝐸)𝑇 diag (sign𝑤(𝐸))𝛿 = 0.

Доказательство. См. [20, Теорема 10].
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3.2. О решении задачи размера (𝑟+1)× 𝑟. Опишем алгоритм решения задачи (4) при 𝑛 = 𝑟+1.
Рассмотрим следующую систему:

𝑉 𝑇 𝑠 = 0.

Это система с 𝑟 + 1 переменной и 𝑟 уравнениями, которая имеет нетривиальное решение. Если матрица
𝑉 является чебышевской, то размерность ker𝑉 𝑇 равна 1. Базисный вектор ядра может быть найден при
помощи QR-разложения для матрицы 𝑉 𝑇 = 𝑄𝑅, где 𝑄 ∈ R(𝑟+1)×(𝑟+1), 𝑅 ∈ R(𝑟+1)×𝑟. Тогда последний
столбец матрицы 𝑄 соответствует базисному вектору ker𝑉 𝑇 . Пусть 𝑠 = 𝑞𝑟+1. Можно показать, что если
матрица 𝑉 чебышевская, то все компоненты вектора 𝑠 не равны нулю. По теореме 3 вектор �̂� ∈ R𝑟 является
решением (4) тогда и только тогда, когда существует ненулевой вектор 𝛿 ∈ R𝑟+1 с неотрицательными
компонентами такой, что

𝑉 𝑇 diag (sign𝑤)𝛿 = 0,

где 𝑤 = 𝑎− 𝑉 �̂�. Тогда
𝛿𝑘 = |𝑠𝑘|, sign𝑤𝑘 = 𝑒𝑖𝜑 sign 𝑠𝑘, 𝑘 = 1, 2, . . . , 𝑟 + 1,

где 𝜑 ∈ {0, 𝜋}. Таким образом, можно вычислить знаки невязки для оптимального приближения. Заметим
также, что для оптимального решения должно быть выполнено |𝑤𝑘| = |𝑤𝑗 | при всех 𝑘 и 𝑗 (лемма 1). Тогда

𝑤𝑘𝑒
𝑖𝜑 sign 𝑠𝑘 = 𝑤𝑗𝑒

𝑖𝜑 sign 𝑠𝑗 , 𝑘 = 1, 2, . . . , 𝑟 + 1,

откуда
�̂�𝑇 (𝑣𝑗 sign 𝑠𝑗 sign 𝑠𝑘 − 𝑣𝑘) = 𝑎𝑗 sign 𝑠𝑗 sign 𝑠𝑘 − 𝑎𝑘, 𝑘 = 1, 2, . . . , 𝑟 + 1. (5)

При 𝑘 = 𝑗 уравнение тривиально, поэтому мы получаем систему линейных уравнений размера 𝑟 × 𝑟.
Решение системы (5) является решением (4).

Таким образом, мы получаем алгоритм решения задачи (4) с матрицей размера (𝑟 + 1)× 𝑟 за 𝑂(𝑟3)

операций. Общая схема метода приведена в Алгоритме 1.

Алгоритм 1. Решение задачи наилучшего равномерного приближения размера (𝑟 + 1)× 𝑟

Algorithm 1. Solving the problem of the best uniform approximation of size (𝑟 + 1)× 𝑟

1: input чебышевская матрица 𝑉 ∈ R(𝑟+1)×𝑟, вектор 𝑎 ∈ R𝑟+1

2: output решение задачи наилучшего равномерного приближения �̂� ∈ R𝑟

3: 𝑄,𝑅 = qr_decomposition(𝑉 𝑇 ) // 𝑄 ∈ R(𝑟+1)×(𝑟+1), 𝑅 ∈ R(𝑟+1)×𝑟

4: 𝑠 = sign (𝑄[:, 𝑟 + 1])

5: 𝑐 = 𝑠𝑟+1

6: for 𝑘 = 1, 2, . . . , 𝑟 + 1 do
7: 𝑠𝑘 = 𝑠𝑘/𝑐

8: end for
9: Построить матрицу 𝐺 ∈ R𝑟×𝑟 такую, что 𝑔𝑗 = 𝑣𝑟+1 − 𝑠𝑗𝑣

𝑗 // верхний индекс обозначает строку матрицы
10: Построить вектор 𝑏 ∈ R𝑟 такой, что 𝑏𝑗 = 𝑎𝑟+1 − 𝑠𝑗𝑏𝑗
11: �̂� = 𝐺−1𝑏

3.3. О решении задачи произвольного размера. Алгоритм решения задачи (4) для произволь-
ных 𝑛 и 𝑟 был впервые предложен в [20]. Его идея похожа на классический алгоритм Ремеза и состоит в
том, чтобы итерационно построить характеристическое множество задачи. Алгоритм состоит из следую-
щих шагов.

1. Выберем произвольное множество из 𝑟 + 1 различных индексов строк матрицы 𝑉 . Обозначим это
множество через 𝐽1 и положим 𝑡 = 1.

2. Решим задачу наилучшего равномерного приближения для матрицы 𝑉 (𝐽𝑡) и вектора 𝑎(𝐽𝑡). Обозна-
чим решение через 𝑢𝑡.

3. Вычислим невязку 𝑤𝑡 = 𝑎− 𝑉 𝑢𝑡 и найдем позицию �̂�𝑡 максимального по модулю элемента в векто-
ре 𝑤𝑡. Если |(𝑤𝑡)�̂�𝑡 | = ‖𝑤𝑡(𝐽𝑡)‖∞, то 𝑢𝑡 является решением задачи по теореме 3.

4. Если |(𝑤𝑡)�̂�𝑡 | > ‖𝑤𝑡(𝐽𝑡)‖∞, то попробуем заменить каждый из элементов множества 𝐽𝑡 на �̂�𝑡. Пусть
𝐽𝑡 = (𝑗𝑡1, 𝑗

𝑡
2, . . . , 𝑗

𝑡
𝑟+1), и обозначим 𝐽𝑘

𝑡 = (𝑗𝑡1, . . . , 𝑗
𝑡
𝑘−1, �̂�𝑡, 𝑗

𝑡
𝑘+1, . . . , 𝑗

𝑡
𝑟+1), где круглые скобки обознача-

ют упорядоченное множество. Пусть 𝑢𝑘𝑡 является решением задачи наилучшего равномерного при-
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ближения для матрицы 𝑉 (𝐽𝑘
𝑡 ) и вектора 𝑎(𝐽𝑘

𝑡 ). Обозначим 𝑤𝑘
𝑡 = 𝑎(𝐽𝑘

𝑡 )− 𝑉 (𝐽𝑘
𝑡 )𝑢

𝑘
𝑡 . Можно показать

(см. [20, Теорема 12]), что существует такое 𝑘, что ‖𝑤�̂�
𝑡 ‖∞ > ‖𝑤𝑡(𝐽𝑡)‖∞.

5. 𝐽𝑡+1 = 𝐽 �̂�
𝑡 , 𝑡 = 𝑡+ 1 и перейдем к шагу 2.

Описанный алгоритм строит решение задачи о наилучшем равномерном приближении (4) для произволь-
ной чебышевской матрицы 𝑉 ∈ R𝑛×𝑟 и произвольного вектора 𝑎 ∈ R𝑛 за 𝑂(𝐼(𝑛𝑟 + 𝑟4)) операций, где 𝐼 —
число итераций алгоритма [20].

4. Метод переменных направлений. Пусть 𝑇 ∈ R𝑚×𝑛×𝑘 является трехмерным тензором. Здесь
и далее будем считать, что 𝑚, 𝑛 и 𝑘 строго больше 1. Наша цель состоит в том, чтобы построить мало-
ранговое поэлементное приближение тензора 𝑇 с каноническим рангом 𝑟, а именно:

𝑇 ≈
𝑟∑︁

𝑡=1

𝑢𝑡 ⊗ 𝑣𝑡 ⊗ 𝑤𝑡. (6)

Обозначим через 𝑈 ∈ R𝑚×𝑟, 𝑉 ∈ R𝑛×𝑟 и 𝑊 ∈ R𝑘×𝑟 матрицы, составленные из векторов 𝑢𝑡, 𝑣𝑡 и 𝑤𝑡

соответственно. Будем сокращенно записывать (6) как

𝑇 ≈ 𝑈 ⊗ 𝑉 ⊗𝑊.

Пусть матрицы 𝑈 и 𝑉 известны и требуется найти матрицу 𝑊 , минимизирующую чебышевскую норму
ошибки:

𝑊 = argmin
𝑋∈R𝑘×𝑟

‖𝑇 − 𝑈 ⊗ 𝑉 ⊗𝑋‖𝐶 . (7)

Заметим, что (7) может быть записано как

𝑊 = argmin
𝑋∈R𝑘×𝑟

‖(𝑈 ⊙ 𝑉 )𝑋𝑇 − 𝑇 (1,2)‖𝐶 , (8)

где 𝑈 ⊙ 𝑉 =
[︁
𝑢1 ⊗ 𝑣1 . . . 𝑢𝑟 ⊗ 𝑣𝑟

]︁
∈ R𝑚𝑛×𝑟 обозначает произведение Хатри–Рао матриц 𝑈 и 𝑉 , а

матрица 𝑇 (1,2) ∈ R𝑚𝑛×𝑘 получена из тензора 𝑇 путем склеивания первых двух размерностей. Обозначим
через 𝑇 [:, :, 𝑙] ∈ R𝑚×𝑛 𝑙-ю срезку вдоль третьей координаты тензора 𝑇 . Тогда легко видеть, что задача (8)
распадается на набор независимых подзадач

𝑤𝑙 = argmin
𝑥∈R𝑟

‖(𝑈 ⊙ 𝑉 )𝑥− vec (𝑇 [:, :, 𝑙])‖∞, 𝑙 = 1, 2, . . . , 𝑘, (9)

где 𝑤𝑙 обозначает 𝑙-ю строку матрицы 𝑊 , а vec (·) обозначает операцию вытягивания матрицы в вектор.
Если матрица 𝑈 ⊙ 𝑉 является чебышевской, то по теореме 1 можно однозначно определить функцию
𝜒 : R𝑚×𝑛×𝑘 × R𝑚×𝑟 × R𝑛×𝑟 → R𝑘×𝑟 такую, что 𝑙-я строка 𝜒(𝑇,𝑈, 𝑉 ) определяется как

𝜒(𝑇,𝑈, 𝑉 )𝑙 = argmin
𝑥∈R𝑟

‖(𝑈 ⊙ 𝑉 )𝑥− vec (𝑇 [:, :, 𝑙])‖∞, 𝑙 = 1, 2, . . . , 𝑘.

Функция 𝜒 задает оптимальное значение матрицы 𝑊 при известных 𝑈 и 𝑉 . Аналогично обозначим через
𝑇 [𝑖, :, :] ∈ R𝑛×𝑘 𝑖–ую срезку тензора 𝑇 вдоль первой координаты и через 𝑇 [:, 𝑗, :] ∈ R𝑚×𝑘 𝑗-ю срезку
вдоль второй координаты. Если матрица 𝑈 ⊙𝑊 является чебышевской, мы можем определить функцию
𝜓 : R𝑚×𝑛×𝑘 × R𝑚×𝑟 × R𝑘×𝑟 → R𝑛×𝑟 такую, что 𝑗-я строка 𝜓(𝑇,𝑈,𝑊 ) определяется как

𝜓(𝑇,𝑈,𝑊 )𝑗 = argmin
𝑥∈R𝑟

‖(𝑈 ⊙𝑊 )𝑥− vec (𝑇 [:, 𝑗, :])‖∞, 𝑗 = 1, 2, . . . , 𝑛.

Наконец, если 𝑉 ⊙𝑊 является чебышевской, мы можем определить функцию 𝜑 : R𝑚×𝑛×𝑘×R𝑛×𝑟×R𝑘×𝑟 →
R𝑚×𝑟 такую, что 𝑖-я строка 𝜑(𝑇, 𝑉,𝑊 ) определяется как

𝜑(𝑇, 𝑉,𝑊 )𝑖 = argmin
𝑥∈R𝑟

‖(𝑉 ⊙𝑊 )𝑥− vec (𝑇 [𝑖, :, :])‖∞, 𝑖 = 1, 2, . . . ,𝑚.

Заметим, что отображения 𝜑, 𝜓 и 𝜒 непрерывны в точках, где 𝑉 ⊙𝑊 , 𝑈 ⊙𝑊 и 𝑈 ⊙ 𝑉 соответственно
являются чебышевскими.
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Определение 3. Пусть 𝑇 ∈ R𝑚×𝑛×𝑘. Будем говорить, что тройка последовательностей чебы-
шевских матриц {𝑈 (𝑡) ∈ R𝑚×𝑟}𝑡∈N, {𝑉 (𝑡) ∈ R𝑛×𝑟}𝑡∈N и {𝑊 (𝑡) ∈ R𝑘×𝑟}𝑡∈N получена методом переменных
направлений для тензора 𝑇 и пары начальных точек (𝑉 (0),𝑊 (0)), где 𝑉 (0) ∈ R𝑛×𝑟 и 𝑊 (0) ∈ R𝑘×𝑟 явля-
ются чебышевскими матрицами, если⎧⎪⎨⎪⎩

𝑈 (𝑡) = 𝜑(𝑇, 𝑉 (𝑡−1),𝑊 (𝑡−1)),

𝑉 (𝑡) = 𝜓(𝑇,𝑈 (𝑡),𝑊 (𝑡−1)),

𝑊 (𝑡) = 𝜒(𝑇,𝑈 (𝑡), 𝑉 (𝑡))

для любого 𝑡 ∈ N.

Заметим, что если матрица 𝑈 ⊙ 𝑉 чебышевская, из этого не следует, что 𝜒(𝑇,𝑈, 𝑉 ) также являет-
ся чебышевской. Однако в проведенных численных экспериментах ситуации, когда матрицы перестают
быть чебышевскими, достаточно редки и для большинства тензоров 𝑇 и почти всех начальных точек
(𝑉 (0),𝑊 (0)) процедура, описанная в определении 3, порождает тройку последовательностей чебышевских
матриц. Тем не менее при теоретических построениях нам требуется явно предполагать, что все постро-
енные матрицы оказываются чебышевскими.

Сформулируем несколько базовых свойств, касающихся метода переменных направлений.

Лемма 2. Пусть 𝑇 ∈ R𝑚×𝑛×𝑘 и матрицы 𝑉 (0) ∈ R𝑛×𝑟 и 𝑊 (0) ∈ R𝑘 являются чебышевскими.
Пусть тройка последовательностей {𝑈 (𝑡) ∈ R𝑚×𝑟}𝑡∈N, {𝑉 (𝑡) ∈ R𝑛×𝑟}𝑡∈N и {𝑊 (𝑡) ∈ R𝑘×𝑟}𝑡∈N порождена
методом переменных направлений для тензора 𝑇 и пары начальных точек (𝑉 (0),𝑊 (0)). Тогда выполнены
следующие утверждения.

a) Верны неравенства

‖𝑇 − 𝑈 (𝑡) ⊗ 𝑉 (𝑡−1) ⊗𝑊 (𝑡−1)‖𝐶 ⩾ ‖𝑇 − 𝑈 (𝑡) ⊗ 𝑉 (𝑡) ⊗𝑊 (𝑡−1)‖𝐶 ⩾

‖𝑇 − 𝑈 (𝑡) ⊗ 𝑉 (𝑡) ⊗𝑊 (𝑡)‖𝐶 ⩾ ‖𝑇 − 𝑈 (𝑡+1) ⊗ 𝑉 (𝑡) ⊗𝑊 (𝑡)‖𝐶

для всех 𝑡 ∈ N.
b) Если тройка последовательностей {�̃� (𝑡)}𝑘∈N, {𝑉 (𝑡)}𝑘∈N и {�̃� (𝑡)}𝑘∈N получена методом перемен-

ных направлений для тензора 𝑇 и пары начальных точек (𝛼𝑉 (0), 𝛽𝑊 (0)), где 𝛼, 𝛽 ̸= 0, то �̃�
(𝑡)

=

1/(𝛼𝛽) 𝑈 (𝑡), 𝑉
(𝑡)

= 𝛼𝑉 (𝑡), �̃�
(𝑡)

= 𝛽𝑊 (𝑡).

Доказательство. По построению 𝜑

inf
𝑈∈R𝑚×𝑟

‖𝑇 − 𝑈 ⊗ 𝑉 (𝑡) ⊗𝑊 (𝑡)‖𝐶 = ‖𝑇 − 𝜑(𝑇, 𝑉 (𝑡),𝑊 (𝑡))⊗ 𝑉 (𝑡) ⊗𝑊 (𝑡)‖𝐶 ,

откуда имеем
‖𝑇 − 𝑈 (𝑡) ⊗ 𝑉 (𝑡) ⊗𝑊 (𝑡)‖𝐶 ⩾ ‖𝑇 − 𝑈 (𝑡+1) ⊗ 𝑉 (𝑡) ⊗𝑊 (𝑡)‖𝐶 ,

поскольку 𝑈 (𝑡+1) = 𝜑(𝑇, 𝑉 (𝑡),𝑊 (𝑡)). Оставшиеся неравенства в утверждении a) доказываются аналогично.
Утверждение b) следует из единственности решения задачи (9).

Пусть 𝑉 ∈ R𝑛×𝑟 и 𝑊 ∈ R𝑘×𝑟 являются чебышевскими матрицами и тройка последовательностей
{𝑈 (𝑡)}𝑡∈N, {𝑉 (𝑡)}𝑡∈N и {𝑊 (𝑡)}𝑡∈N получена методом переменных направлений для тензора 𝑇 и пары началь-
ных точек 𝑉 (0) = 𝑉 и 𝑊 (0) =𝑊 . Из леммы 2 a) следует, что последовательность ‖𝑇 −𝑈 (𝑡)⊗𝑉 (𝑡)⊗𝑊 (𝑡)‖𝐶
не возрастает и, поскольку она состоит из неотрицательных чисел, сходится. Обозначим предел этой по-
следовательности через 𝐸(𝑇,𝑈, 𝑉 ). Следующая лемма содержит элементарные свойства этой функции.

Лемма 3. Пусть 𝑇 ∈ R𝑚×𝑛×𝑘 и матрицы 𝑉 ∈ R𝑛×𝑟 и 𝑊 ∈ R𝑘×𝑟 являются чебышевскими. Пусть
также метод переменных направлений для тензора 𝑇 и пары начальных точек 𝑉 (0) = 𝑉 и 𝑊 (0) = 𝑊

определен корректно (т.е. порождаемые матрицы являются чебышевскими). Тогда выполнены следую-
щие утверждения.

a) 𝐸(𝑇, 𝑉,𝑊 ) ⩾ 0 и 𝐸(𝑇, 𝑉,𝑊 ) = 𝐸(𝑇, 𝛼𝑉, 𝛽𝑊 ) при 𝛼, 𝛽 ̸= 0.
b) 𝐸(𝑇, 𝑉,𝑊 ) = 𝐸(𝑇, 𝑉 ,𝑊 ) = 𝐸(𝑇, 𝑉 , �̃� ), где 𝑉 = 𝜓(𝑇, 𝜑(𝑇, 𝑉,𝑊 ),𝑊 ) и �̃� = 𝜒(𝑇, 𝜑(𝑇, 𝑉,𝑊 ), 𝑉 ).
c) Функция 𝐸(𝑇, 𝑉,𝑊 ) полунепрерывна сверху по паре (𝑉,𝑊 ).
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Доказательство. Утверждения a) и b) сразу следуют из определения 𝐸(𝑇, 𝑉,𝑊 ) и леммы 2. По-
лунепрерывность сверху имеет место, поскольку 𝐸(𝑇,𝑈, 𝑉 ) является пределом невозрастающей последо-
вательности непрерывных функций.

Итоговая процедура метода переменных направлений представлена в алгоритме 2. Заметим, что в
алгоритме также используются перенормировки матриц, поскольку, согласно лемме 3, они не влияют на
решение, но улучшают численную устойчивость.

Алгоритм 2. Метод переменных направлений

Algorithm 2. Alternating minimization method

1: input тензор 𝑇 ∈ R𝑚×𝑛×𝑘, ранг 𝑟 ⩾ 1, начальные точки 𝑉 (0) ∈ R𝑛×𝑟, 𝑊 (0) ∈ R𝑘×𝑟

2: output факторы приближения в каноническом формате �̂� ∈ R𝑚×𝑟, 𝑉 ∈ R𝑛×𝑟, �̂� ∈ R𝑘×𝑟

3: 𝑡 = 1

4: repeat
5: 𝑈 (𝑡) = 𝜑(𝑇, 𝑉 (𝑡−1),𝑊 (𝑡−1))

6: 𝑉 (𝑡) = 𝜓(𝑇,𝑈 (𝑡),𝑊 (𝑡−1))

7: 𝑊 (𝑡) = 𝜒(𝑇,𝑈 (𝑡), 𝑉 (𝑡))

8: 𝐶 = ‖𝑈 (𝑡)‖𝐶‖𝑉 (𝑡)‖𝐶‖𝑊 (𝑡)‖𝐶
9: 𝑈 (𝑡) = 𝑈 (𝑡)/‖𝑈 (𝑡)‖𝐶 · 𝐶1/3

10: 𝑉 (𝑡) = 𝑉 (𝑡)/‖𝑉 (𝑡)‖𝐶 · 𝐶1/3

11: 𝑊 (𝑡) =𝑊 (𝑡)/‖𝑊 (𝑡)‖𝐶 · 𝐶1/3

12: 𝑡 = 𝑡+ 1

13: until не достигнута сходимость
14: �̂� = 𝑈 (𝑡−1), 𝑉 = 𝑉 (𝑡−1), �̂� =𝑊 (𝑡−1)

5. Численные эксперименты. Построенный алгоритм не имеет гарантий оптимальности. Более
того, так же как для известного алгоритма ALS [15], неизвестно даже о гарантиях сходимости предложен-
ной итерационной процедуры. Однако во всех проведенных численных экспериментах метод переменных
направлений сходится. Для того чтобы оценить эффективность предложенного метода, была проведена
серия численных экспериментов.

5.1. Тензор Гильберта. Рассмотрим тензор

𝑇 =

[︂
1

𝑖+ 𝑗 + 𝑙

]︂256
𝑖,𝑗,𝑙=1

.

В данном эксперименте строилась малоранговая аппроксимация тензора 𝑇 в каноническом формате, ис-
пользуя метод переменных направлений (алгоритм 2) и метод переменных наименьших квадратов (ALS).
В случае алгоритма ALS итерационная процедура запускалась с 20 случайных матриц 𝑉 (0) и 𝑊 (0) из
стандартного нормального распределения. Для того чтобы сделать время работы метода приемлемым,
число итераций было ограничено 1000. В случае метода переменных направлений итерационная процеду-
ра запускалась с тех же начальных точек, что и алгоритм ALS, а также с наилучшей точки, полученной в
результате работы алгоритма ALS. Среди всех начальных точек для обоих методов была выбрана наилуч-
шая. На рис. 1 приведена ошибка аппроксимации в чебышевской норме для различных рангов. На рис. 2
приведена ошибка аппроксимации в норме Фробениуса. Нетрудно заметить, что используемые методы
качественно различны, а именно: метод переменных направлений значительно лучше приближает тензор
в чебышевской норме, в то время как для алгоритма ALS значение ошибки меньше в норме Фробениуса.

5.2. Тензор, порожденный гладкой функцией. Рассмотрим тензор, порожденный значениями
функции

𝑓(𝑥, 𝑦, 𝑧) = cos (2𝜋𝑥𝑦𝑧)

на равномерной сетке в кубе [0, 1]3, а именно:

𝑇 =

[︂
cos

(︂
2𝜋 · 𝑖− 1

𝑛
· 𝑗 − 1

𝑛
· 𝑙 − 1

𝑛

)︂]︂𝑛
𝑖,𝑗,𝑙=1

.

В данном эксперименте было выбрано 𝑛 = 256. Вся остальная конфигурация была выбрана так же, как
в предыдущем эксперименте. На рис. 3 изображена ошибка в чебышевской норме для метода перемен-
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Рис. 1. Ошибка аппроксимации в чебышевской норме
для тензора Гильберта

Fig. 1. Chebyshev approximation error
for Hilbert tensor
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Рис. 2. Ошибка аппроксимации во фробениусовой
норме для тензора Гильберта

Fig. 2. Frobenius approximation error
for Hilbert tensor
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Рис. 3. Ошибка аппроксимации в чебышевской норме
для тензора, порожденного гладкой функцией

Fig. 3. Chebyshev approximation error for tensor
generated by smooth function
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Рис. 4. Ошибка аппроксимации в чебышевской норме
для единичного тензора

Fig. 4. Chebyshev approximation error
for identity tensor

ных направлений и алгоритма ALS для различных рангов. Из эксперимента легко видеть, что ошибка в
чебышевской норме снова значительно меньше для метода переменных направлений.

5.3. Единичный тензор. Рассмотрим тензор 𝑇 ∈ R𝑛×𝑛×𝑛, заданный формулой

𝑡𝑖𝑗𝑙 =

{︃
1, 𝑖 = 𝑗 = 𝑙,

0, иначе.

В данном эксперименте было выбрано 𝑛 = 256. На рис. 4 приведена ошибка в чебышевской норме для
метода переменных направлений. Стоит отметить, что для метода ALS для всех приведенных рангов
ошибка равна 1. Проведенный эксперимент демонстрирует качественную разницу между чебышевской
нормой и нормой Фробениуса, а именно: приведенный “единичный” тензор не имеет разумного малоран-
гового приближения в норме Фробениуса, но может быть приближен поэлементно.
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5.4. Восстановление тензора из равномерного шума. В данном эксперименте рассматривается
задача восстановления малорангового тензора из равномерного шума. Пусть 𝑈 ∈ R𝑚×𝑟, 𝑉 ∈ R𝑛×𝑟 и
𝑊 ∈ R𝑘×𝑟. Рассмотрим тензор

𝑇 = 𝑈 ⊗ 𝑉 ⊗𝑊 +𝑁,

где 𝑁 ∈ R𝑚×𝑛×𝑘 является случайным тензором с независимыми элементами из равномерного распределе-
ния 𝒰(−𝜀, 𝜀). В данном эксперименте варьировался уровень шума 𝜀 и для каждого 𝜀 было сгенерировано
10 случайных матриц 𝑈 , 𝑉 и 𝑊 из стандартного нормального распределения и тензор 𝑁 из равномерного
распределения. Для каждого полученного тензора была запущена процедура восстановления малоранго-
вого тензора 𝑈 ⊗ 𝑉 ⊗𝑊 из тензора 𝑇 при помощи метода переменных направлений и алгоритма ALS.
Для каждой процедуры восстановления методы были запущены из 20 случайных точек и среди них был
выбран результат, наилучшим образом приближающий тензор 𝑇 . Пусть какой-либо из методов вернул
факторы �̂� , 𝑉 и �̂� . Тогда ошибка восстановления определяется как

‖𝑈 ⊗ 𝑉 ⊗𝑊 − �̂� ⊗ 𝑉 ⊗ �̂�‖,

где норма выбиралась чебышевской или фробениусовой. Для каждого уровня шума результаты были
усреднены по различным выборам тензора 𝑇 . В данном эксперименте было выбрано 𝑚 = 𝑛 = 𝑘 = 128 и
𝑟 = 12. На рис. 5 приведена ошибка восстановления малорангового тензора для различных уровней шума
в чебышевской норме, а на рис. 6 — в норме Фробениуса. Легко заметить, что метод переменных направ-
лений восстанавливает малоранговый тензор из шума значительно лучше, чем алгоритм ALS, причем как
в чебышевской норме, так и в норме Фробениуса.
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Рис. 5. Ошибка восстановления малорангового тензора
из равномерного шума в чебышевской норме

Fig. 5. Chebyshev approximation error for recovery of
low-rank tensor from uniform noise
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Рис. 6. Ошибка восстановления малорангового тензора
из равномерного шума в фробениусовой норме

Fig. 6. Frobenius approximation error for recovery of
low-rank tensor from uniform noise

5.5. Цветные изображения. Для визуализации разницы между малоранговыми аппроксимаци-
ями в чебышевской норме и норме Фробениуса был проведен эксперимент по построению малоранго-
вых приближений для цветных картинок. Цветное изображение может быть представлено как тензор
𝑇 ∈ R3×𝑤×ℎ, где 𝑤 и ℎ соответствуют геометрическим размерам картинки. Значения в тензоре соот-
ветствуют вещественным числам от 0 до 1. В данном эксперименте были рассмотрены изображения с
фиксированными геометрическими размерами 512× 512. На рис. 7 изображены примеры малорангового
приближения цветных картинок в каноническом формате при помощи метода переменных направлений
и алгоритма ALS. Каждая картинка на рис. 7 содержит ошибки приближения в чебышевской норме и
норме Фробениуса. Можно заметить, что приближения, построенные при помощи алгоритма ALS, ока-
зываются более размытыми, а приближения, построенные методом переменных направлений, являются
более четкими, но имеют “дрожащую” структуру.
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Рис. 7. Аппроксимация цветных картинок при помощи метода переменных направлений и алгоритма ALS

Fig. 7. Approximation of colour images with the alternating minimization method and ALS

6. Заключение. В данной статье был предложен метод переменных направлений для построения
малоранговых приближений тензоров в каноническом формате в норме Чебышева. При помощи большого
количества численных экспериментов была продемонстрирована эффективность предложенной процеду-
ры, а также качественное различие между чебышевской нормой и нормой Фробениуса.
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